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Introduction et Modélisation

Cadre
I Estimer une image I à partir d’une observation bruitée I

I = I ? + σε (ε bruit blanc gaussien)

État de l’art
I Solution classique : moyenne locale des valeurs des pixels
I Approche « Patch » : utiliser des voisinages de pixels

plutôt que les pixels seuls
I NL-Means (pour Non Local Means) : Lissage gaussien

dans l’espace des patchs
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Images, bruit et estimation

I ? : Image idéale N × N
I Pour un pixel i = (i1, i2) ∈ J1,N K2, I ?(i) ∈ R
I Perte L2 (perte quadratique), norme associée : ‖ · ‖

Observation bruitée : Modèle de régression
I I (i) = I ?(i) + σε(i)
I ε bruit gaussien standard i.i.d. et σ2 connu
I Autres bruits possibles...

Estimation
I Estimer I ?(i) par Î (i) à partir I
I Comportement non local possible...
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Méthodes à noyaux

Méthode à noyaux générique
I Estimer I ?(i) par moyenne Î (i) =

∑
k∈J1,NK2

θi,kIk

I Les poids θi,k peuvent (vont) dépendre de la position et des
valeurs observées de I

Noyau classique

I θi,k = Kh(i − k)∑
k′ Kh(i − k ′) (pas de dépendance en I )

I Exemple gaussien Kh(i) = e−(i2
1 +i2

2 )/2h2

I Utilise la proximité spatiale uniquement
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Noyaux dépendants des données

Exemples
I Noyaux à fenêtre adaptative
I Seuillage en ?-let (dépendance complexe des poids)
I Filtrage bilatéral (dépendant de différences pixel à pixel)

Filtrage bilatéral (Tomasi et al. [TM98])

I θi,k = Kh(i, k)×K ′h′(I (i)− I (k))∑
k′ Kh′(i − k ′, i − k ′)×K ′h′(I (i)− I (k ′))

I Version gaussienne : θi,k =
e
− (i1−k1)2+(i2−k2)2

2h2 × e
− (I(i)−I(k))2

2h′2∑
k′

e
−

(i1−k′1)2+(i2−k′2)2

2h2 × e
− (I(i)−I(k′))2

2h′2

I Intuition : moyenner des pixels proches à la
fois en distance et en valeur

I Problème : non robuste car trop local...
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Méthodes à Patchs

Intuition
I Utiliser des poids tenant compte de la similarité des patchs :

I Patch à débruiter
I Patchs similaires :

poids importants
I Patchs peu similaires :

poids faibles
I Patchs très différents :

poids quasi nuls
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Définition des Patchs
Patchs

I Patch : version moins locale que la valeur d’un pixel
I Patch PI

i : Sous-image dont i est le coin haut/gauche, de
largeur W :
PI

i (j) = I (i1 + j1, i2 + j2) avec 0 ≤ j1, j2 ≤W − 1

Patchs et Image
I I 7→ PI : à une image I associe la collection des

(N −W + 1)2 patchs PI

I Relèvement : I est 1-D et PI est W 2-D
I Reprojection d’une collection de patchs PI vers une image Ĩ

Patch et Estimation
I Problème d’estimation : Estimation de la collection de patchs

PI? à partir de la collection de patchs PI

I Problème très différent de l’estimation de PI? à partir de
PI? + σε (structure du bruit différente)
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Définition des NL-Means
Méthodes à noyaux et à patchs

I Estimation des patchs par moyenne :

P̂i
I

=
∑

k
θi,kPI

k

I Patchs = inutiles si les θi,k ne dépendent pas de PI !
I Reprojection Centrale : Si W impair, PI

k−δW
centré en k

Î (i) =
∑

k
θi−δW ,kI (k) = P̂i−δW

I
(δW )

avec δW = ([W − 1]/2, [W − 1]/2)

NL-Means (Buadès, Coll and Morel)
I Choisir une mesure de dissimilarité D entre patchs
I Utiliser des poids θi,k = K(D(PI

i ,PI
k ))∑

k′ K(D(PI
i ,PI

k′ ))

I Choisir D(PI
i ,PI

k ) = ‖PI
i − PI

k ‖ pour mesurer la dissimilarité,
un noyau gaussien K (x) = exp(−x2/h) et une fenêtre h
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Propriétés des NL-Means

Résultats
I Méthode intuitivement simple, efficace et “pas trop” lente
I Performance proche de l’état de l’art (en 2005)
I Actuellement, méthode “état de l’art ” utilise aussi un tel

point de départ

Variations
I Adapter automatiquement la taille de la zone de recherche

(Kervrann et al. [KB06])
I Polynôme local d’ordre plus élevé (Takeda et al. [TFM07])
I Varier les mesures de similarité (Guichard et al. [APG07])
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Interprétation(s) des NL-Means

NL-Means au patch i

P̂i
I

=
∑

k

e−
1
h ‖P

I
i −PI

k‖
2∑

k′ e
− 1

h ‖P
I
i −PI

k′‖
2 PI

k

Diffusion / Lissage sur des Variétés
I Explication intuitive mais les preuves demandent des

hypothèses fortes [Bua06]
I Variante sur des graphes [Pey08], des variétés [TB09]

Modèle pseudo bayésien
I Modèle d’observation (faux) : PI

i = PI
k +

√
h/2ε

I Loi a priori uniforme sur les PI
k
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Zone de recherche et limites de la méthode

Hypothèse sur l’image et zone de recherche

I Hypothèses fortes : stationnaires et
β-mélangeants (vraies pour les
textures . . . ) [Bua06]

I h −→ 0 (théorie) : [BCM05]
h = 12σ2 ? est-ce un bon choix ?

I Zone de recherche = image entière
(en théorie). Trop long en pratique
(complexité O(N 4)), on choisit une
petite zone de recherche ΩR de
taille R × R (souvent : R = 21)
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Attention au choix de R

σ = 50



Choix du Noyau K

Types de noyaux usuels

(a) Noyau Gaussien (b) Noyau Plat (c) Noyau triangulaire

Difficultés
I Le choix de la fenêtre
I Le poids du patch cible dans son estimateur : distance nulle,

poids maximum : surestimation.



Noyau Plat

Choix de la fenêtre h
Approche par χ2 : ‖Pi − Pj‖2/(2σ2) ∼ χ2(W 2) si les vrais patchs
sous-jacents égaux : PI?

i = PI?
j

Réponse partielle : quantile de cette loi pour choisir h (revient à
choisir un seuil de confiance)

Poids central (avant normalisation)
I Correctif “max” : θi,i = maxj 6=i θi,j [BCM05]
I Correctif estimation sans biais du risque :
θi,i = K (2W 2σ2/h) [Sal10]

I Noyau plat : même poids pour tous les patchs sélectionnés !

Implémentation
I ‖PI

i − PI
k ‖2 à calculer de toute façon. exp plus long qu’un

simple test “if” ‖PI
i − PI

k ‖2 < h then θi,k+ = 1 · · ·



Reprojection Centrale en pratique

(a) Originale (b) Bruitée PSNR = 22.07 (c) PSNR = 45.78

(a) Originale (b) Bruitée PSNR = 22.07 (c) PSNR = 27.60

Fig.: (a) Image originale, (b) Image bruitée (σ = 20), (c) Image débruitée (ou
différence avec l’originale) R = 21 (haut), 9 (bas) , W = 9, h2 = 2σ2qW 2

0.99.



Artefacts sur les Arrêtes



Zone de Recherche, Poids et Patchs

Largeur de patch W=5, zone de recherche R=15
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Reprojection Moyenne

Chaque pixel appartient à W 2 patchs : profiter de tous les
estimateurs !

Moyenne Uniforme [BCM05]

ÎUae(i) = 1
W 2

∑
δ∈JO,W−1K2

P̂i−δ
I
(δ)

I Parité de W quelconque
I Gains numériques importants



Reprojection Moyenne en pratique

(a) Bruitée (b) Centrale PSNR = 45.78 (c) Moyenne PSNR = 46, 51

(a) Bruitée (b) Centrale PSNR = 27.60 (c) Moyenne PSNR = 28.65

Fig.: (a) Image bruitée (σ = 20), (b) Reprojection Centrale , (c) Reprojection
Moyenne, R = 21 (haut), 9 (bas) , W = 9, h2 = 2σ2qW 2

0.99.



Artefacts sur les Arrêtes II



Explication des Artefacts

(a) Zoom sur l’image jouet
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(b) Répartition des patchs

Fig.: (a) Zone de recherche pour l’image jouet, (R = 21× 21, σ = 20),
(b) Dispersions des patchs dans la zone de recherche (a). Les patchs sont
verticaux de taille 2× 1



Reprojection par Minimisation de la variance

Idée Naïve : supposer le biais négligeable, et prendre l’estimateur
qui a la variance minimale

Variance Minimale

ÎMin(i) = P̂i−δ̂
I
(δ̂)

avec
δ̂ = arg min

δ∈JO,W−1K2
Var

(
P̂i−δ

I
(δ)
)

I Noyau plat : équivalent à prendre l’estimateur avec le plus de
patchs-candidats sélectionnés



Reprojection par Minimisation de la Variance

(a) Bruitée (b) Moyenne :PSNR = 46, 51 (c) Min : PSNR = 48.10

(a) Bruitée (b) Moyenne : PSNR = 28.65 (c) Min : PSNR = 27.09

Fig.: (a) Image bruitée (σ = 20), (b) Reprojection Moyenne , (c) Reprojection
Min, R = 21 (haut), 9 (bas) , W = 9, h2 = 2σ2qW 2

0.99.



Bords crénelés



Reprojection pondérée selon la variance
Idée Naïve II : supposer le biais = 0, prendre la moyenne pondérée
minimisant la variance (moyenne de sans biais = sans bias) :

Moyenne pondérée par la variance

ÎWav(i) =
∑

δ∈JO,W−1K2

β?δ P̂i−δ
I
(δ)

où (β?δ )δ∈JO,W−1K2 = arg min
β∈RW2

Var

 ∑
δ∈JO,W−1K2

βδP̂i−δ
I
(δ)


sous la contrainte

∑
δ∈JO,W−1K2

βδ = 1

βδ ∝
[
Var

(
P̂i−δ

I
(δ)
)]−1

I Noyau plat : pondérer les estimateurs par le nombre de
candidats utiles sélectionnés.



Reprojection pondérée selon la variance

(a) Bruitée (b) Moyenne :PSNR = 46, 51 (c) Min : PSNR = 47, 77

(a) Bruitée (b) Moyenne : PSNR = 28.65 (c) Wav : PSNR = 29.08

Fig.: (a) Image bruitée (σ = 20), (b) Reprojection Moyenne , (c) Reprojection
Wav, R = 21 (haut), 9 (bas) , W = 9, h2 = 2σ2qW 2

0.99.



Mieux non ?



Conclusion

Améliorations obtenues :
I Numériques (PSNR)
I Visuelles (PSNR)
I Exemple d’application des statistiques pour le traitement

d’image ou informatique en général

Work in progress...
I Agréger différentes tailles/formes de patch
I Résultats théoriques : formalisme "Inégalités Oracle"

(non-asymptotique)
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